
图像生成算法：从 DDPM 到 Diffusion Model

Illusionna

15:53, Tuesday 4th August, 2026

目录

1 DDPM 哲学 1

2 前向过程推演式 2

3 反向过程去噪 3

4 AI 神经网络训练过程 5

5 从预测均值到拟合噪声 5

6 更新神经网络参数 θ 6

7 神经网络推理生成图像 6

8 总结 7

1 DDPM 哲学

对于 x0 真实图像数据，例如一张归一化的图片，定义 DDPM 两个方向：

前向：x0 → x1 → x2 → · · ·xT 不断加入高斯噪声

反向：xT → xT−1 → · · · → x1 → x0 不断消除噪声

对于普通加噪过程，以 x0 为均值，β 为标准差，进行正态分布采样：

x1 = x0 + βϵ ϵ ∼ N (0,E)

并且记该过程为 q(x1 | x0) 前向转移的概率密度，我们的目标是希望随着前向链不断推进，最终的

加噪图像呈现标准正态分布：

xT ∼ N (0,E)
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显而易见，我们可以从 x0 直接一步加噪得到 xt，即：

xt = x0 + tβϵ

(a) 加噪 4 步过程片段

(b) 加噪 512 步过程片段

图 1: 随着图像 x0 不断 DDPM 加噪声最终呈现标准高斯分布

但这存在两个问题，随着 t 增加，均值始终保持 x0，方差一直增大，最后 xt 会变得越来越偏

离标准正态分布，并且图像加噪后期要达到和前期相同的破坏效果，需要更大的噪声强度，而保持

β 始终常数是无法完成的.
因此 DDPM 进行了改进，对任意一步前向过程都是预先指定的马尔可夫链：

q(xt | xt−1) = N (
√
1− βtxt−1, βtE)

也就是 xt =
√
1− βtxt−1 +

√
βtϵ，其中，有 0 < β1 < β2 < · · · < βT < 1，最终 DDPM 前向过程

算法达到均值的缩放保证方差不会在每步无界累积的效果.

2 前向过程推演式

我们记 αt = 1− βt，观察现象：

x1 =
√
α1x0 +

√
1− α1ϵ

x2 =
√
α2x1 +

√
1− α2ϵ

=
√
α2

(√
α1x0 +

√
1− α1ϵ

)
+
√
1− α2ϵ

=
√
α2α1x0 +

√
1− α2α1ϵ

x3 =
√
α3x2 +

√
1− α3ϵ

=
√
α3

(√
α2α1x0 +

√
1− α2α1ϵ

)
+
√
1− α3ϵ

=
√
α3α2α1x0 +

√
1− α3α2α1ϵ
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其中，这里使用统计学中正态分布性质，即多个独立同正态分布的随机变量值和仍然为正态分布，

均值与方差等于多个正态分布均值与方差之和. 因此推导出前向过程 q(xt | x0) 有：

q(xt | x0) = N


√√√√ t∏

n=1

αn · x0,

√√√√1−
t∏

n=1

αn ·E


其闭式采样为：

xt =

√√√√ t∏
n=1

αn · x0 +

√√√√1−
t∏

n=1

αn · ϵ

这个现象是很明显的重参数化，训练只需随机抽一个 t 和一份噪声，而不用模拟 t 步. 此外，

根据数学分析极限定理：

lim
t→∞

t∏
n=1

αn = lim
t→∞

t∏
n=1

(1− βn) = 0

因此 DDPM 前向过程解决了以上存在的两个问题，满足了当 t 增大时，最终加噪图像呈现

xT ∼ N (0,E) 标准正态分布.

例子

若
t∏

n=1

αn = 0.81，则 xt ≈ 0.9x0 + 0.436ϵ，其中信号功率为 0.81，噪声功率为 0.19.

3 反向过程去噪

理想的 DDPM 反向分布概率密度是 q(xt−1 | xt)，即根据上一个状态的 xt 去噪生成当前状态

xt−1 的图像，但问题在于它不可直接计算，因为我们计算一个实际的近似分布：

pθ(xt−1 | xt)

近似分布尽可能接近理想分布，即可达到去噪复原效果：

pθ(xt−1 | xt) ≈ q(xt−1 | xt)

在前向过程中，已知原图的后验，则有：

q(xt−1 | xt,x0) =
q(xt | xt−1,x0)q(xt−1 | x0)

q(xt | x0)

上式含义是若同时知道 x0 和 xt，那么最正确的单步去噪分布就是这个高斯分布. 由于给定 xt−1

后，xt 不再依赖 x0，则：

q(xt−1 | xt,x0) =
q(xt | xt−1)q(xt−1 | x0)

q(xt | x0)

由于一个 d 维度图像展平后，各向同性高斯密度对数为：

logN
(
x;µ, σ2E

)
= −d

2
log
(
2πσ2

)
− ∥x− µ∥2

2σ2
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由于 xt−1 是未知的随机变量，因此：

log q(xt−1 | xt,x0) = log q(xt | xt−1) + log q(xt−1 | x0)− log q(xt | x0)

= C −
∥xt −

√
αtxt−1∥2

2βt

−

∥∥∥∥∥∥xt−1 −

√√√√ t−1∏
n=1

αn · x0

∥∥∥∥∥∥
2

2

(
1−

t−1∏
n=1

αn

)
展开后得到：

∥xt −
√
αtxt−1∥2 = αt∥xt−1∥2 − 2

√
αtx

⊤
t xt−1 + C∥∥∥∥∥∥xt−1 −

√√√√ t−1∏
n=1

αn · x0

∥∥∥∥∥∥
2

= ∥xt−1∥2 − 2

√√√√ t−1∏
n=1

αn · x⊤
0 y + C

整合得到：

log q(xt−1 | xt,x0) = C − 1

2


1−

t∏
n=1

αn

βt

(
1−

t−1∏
n=1

αn

)∥xt−1∥2 − 2


√
αt

βt

xt +

√√√√ t−1∏
n=1

αn

1−
t−1∏
n=1

αn

x0



⊤

xt−1


简记：

A =

1−
t∏

n=1

αn

βt

(
1−

t−1∏
n=1

αn

) v =

√
αt

βt

xt +

√√√√ t−1∏
n=1

αn

1−
t−1∏
n=1

αn

x0

则有：

log q(xt−1 | xt,x0) = C − 1

2

(
A∥xt−1∥2 − 2v⊤xt−1

)
又因为配方可得：

A∥xt−1∥2 − 2v⊤xt−1 = A
∥∥xt−1 − vA−1

∥∥2 + C

所以后验为：

q(xt−1 | xt,x0) = N
[
µ̃(xt), β̃tE

]
其中： 

µ̃(xt) = vA−1 =

√√√√ t−1∏
n=1

αn · βt

1−
t∏

n=1

αn

x0 +

√
αt

(
1−

t−1∏
n=1

αn

)

1−
t∏

n=1

αn

xt

β̃t = A−1 =

1−
t−1∏
n=1

αn

1−
t∏

n=1

αn

βt
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综上可知，当在确定原图 x0 时，均值 µ̃(xt) 是原图和当前噪声图的加权组合，方差 β̃t 是该步

骤不可避免的不确定性.

4 AI 神经网络训练过程

由于真实的生成任务中没有 x0，只有 xt，所以不能直接使用 µ̃(xt)，因此我们定义一个神经

网络来补上这个缺失的信息. 模型把每一步反向过程转移设置为一个高斯分布，把方差固定为已知

度量，让 AI 神经网络学习决定均值：

pθ(xt−1 | xt) = N
[
µθ(xt), σ

2
tE
]

其中与真实后验比较可知：

• 真实方差是 β̃t，因此不需要网络学习方差，固定 σ2
t = β̃t，工程设计中，可简化为 σ2

t = βt.

• 需要 AI 神经网络学习的只有均值 µθ(xt)，使其尽可能接近真实均值 µ̃(xt).

我们可以理解成 β̃t 用来设定反向采样的随机程度，而 µ̃(xt) 是网络逼近正确的去噪方向.

5 从预测均值到拟合噪声

训练时，原始图像 x0 经过前向加噪，有：

xt =

√√√√ t∏
n=1

αn · x0 +

√√√√1−
t∏

n=1

αn · ϵ ϵ ∼ N (0,E)

其中的 ϵ 是高斯分布，可以随即生成采样点，因而训练时它是已知答案，因此可以得到：

x0 =

xt −

√√√√1−
t∏

n=1

αn√√√√ t∏
n=1

αn

因为真实均值：

µ̃(xt) =

√√√√ t−1∏
n=1

αn · βt

1−
t∏

n=1

αn

x0 +

√
αt

(
1−

t−1∏
n=1

αn

)

1−
t∏

n=1

αn

xt

再利用：
t∏

n=1

αn = αt

t−1∏
n=1

αn

可得：

µ̃(xt) =
1
√
αt

xt −
βt√√√√1−

t∏
n=1

αn

ϵ


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改写后的 µ̃(xt) 是神经网络训练的关键，真实去噪均值中的未知原图可以等价改写为当初加入

的噪声 ϵ. 于是我们让噪声神经网络满足：

ϵθ(xt) ≈ ϵ

再以完全相同的形式定义神经网络模型均值：

µθ(xt) =
1
√
αt

xt −
βt√√√√1−

t∏
n=1

αn

ϵθ(xt)


如果神经网络把噪声预测准确，则可达到我们想要的反向去噪效果：

µθ(xt) ≈ µ̃(xt)

6 更新神经网络参数 θ

训练过程中，真实噪声 ϵ 已知，直接让网络输出与它接近即可：

L(θ) = ∥ϵθ(xt)− ϵ∥22

该损失函数是普通的 MSE，我们的目标是不断迭代使得损失尽可能小，而当前目标正是一个

有现成标签的监督学习问题，因此一次训练迭代可概括为：

• 从图片集抽取一张干净的原始图像 x0.

• 对图片随机抽取时间步 t 生成高斯噪声图 xt.

• 神经网络输入 xt，得到预测 ϵθ(xt).

• 计算 L(θ) 损失函数 MSE.

• 反向传播更新梯度：

θ ← θ − η∇L(θ)

其中 η 是学习率，在 PyTorch 中通常用 AdamW 执行更新.

逻辑链

µ̃(xt) =⇒ ϵθ(xt) =⇒ θ ← θ − η∇L(θ)

7 神经网络推理生成图像

从 xT ∼ N (0,E) 标准正态分布噪声图像开始，对 t = T, T − 1, . . . , 1 重复执行：

xt−1 = µθ(xt) + σtϵ ϵ ∼ N (0,E)

通常在最后一步 t = 1 时，我们取 ϵ = 0，避免最后刚得到图像又额外引入一次随机扰动. 这便

把我们前文求得的 µ̃(xt) 和 β̃t 与最终训练得到的参数 θ 连成了完整的 DDPM 过程.
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8 总结

DDPM 不是与 Diffusion Model 并列的另一个模型，而是 Diffusion Model 的一个具体实现. 更

一般地说，扩散模型都遵循同一条生成思路：先定义一个逐渐破坏数据结构的正向过程，再学习其

逆过程，最后从简单噪声分布逐步生成数据. 若把正向过程记为 q，模型学习的反向过程记为 pθ，

则这一共同结构可写为：

x0
q−→ x1

q−→ · · · q−→ xT ≈ N (0,E) =⇒ xT
pθ−→ · · · pθ−→ x1

pθ−→ x0

DDPM 提供的是 Diffusion Model 的基本范式：把复杂数据分布的生成问题转化为一系列较容

易学习的局部去噪问题.

DDPM 与 Diffusion Model 的关系

Diffusion Model 是“加噪 → 学习逆过程 → 从噪声生成”的总框架

DDPM 是该框架在离散高斯马尔可夫链上的一种具体设计实现
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